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Wprowadzenie

Najsilniejsze programy szachowe nie uzywaja lub uzywaja w bardzo
ograniczonym zakresie uczenia maszynowego

O sile programu stanowi w gtownej mierze szlifowana latami funkcja
oceny pozycji

Zastosowanie metod uczenia maszynowego w szachach przynosito
dobre, aczkolwiek nie rewelacyjne wyniki

Reinforcement learning:
Poziom mistrza szachowego [2, 3]

Dobrze radzit sobie w mniej ztozonych grach jak warcaby czy
backgammon

Formalne argumenty przemawiajace za tym, ze Reinfocement learning
stabo radzi sobie w bardziej ztozonych grach jak szachy (branching
factor = 35) [4]



Wprowadzenie

Monte Carlo:
Stanowito znaczne wzmocnienei w Go [5]

Nie przynosi rewelacyjnych rezultatow w szachach ze wzgledu na ich
zbyt taktyczny charakter, np. tylko jeden ruch prowadzi do
zwyciestwa, a wszystkie pozostate do porazki

Do tej pory nie istniat program wykorzystujacy uczenie maszynowe od
poczatku do konca grajacy na poziomie arcymistrzowskim

3 fazy nauki DeepChess:

Gtebokie nienadzorowane uczenie w celu ekstrakcji cech wysokiego
poziomu

Nauka sieci, aby umiata wybiera¢ lepsza z dwoch pozyc;i

Kompresja sieci w celu przyspieszenia obliczen



Funkcja oceny pozycji

Standardowowe funkcje oceny pozycji w szachach:
Wejsciem jest pozycja, wyjsciem liczba

Wartosc funkcji reprezentuje jak dobra jest pozycja, na ogdt z punktu
widzenia biatego (przewaga biatych — wartos¢ dodatnia, pozycja
rowna — 0, przewaga czarnych — wartos¢ ujemna)

kombinacja liniowa kilkuset (lub wiecej) parametrow (Deep Blue — 8k),
np. suma umownej wartosci bierek, bezpieczenstwo krola,
zaawansowanie piondw, zdublowane piony, kontrola centrum, itp.

Tworzone recznie na podstawie wiedzy eksperckie;
Szlifowane latami

Funkcja oceny pozycji w DeepChess:
Tworzona od zera, brak jakiejkolwiek wiedzy eksperckie;

Do nauki wykorzystywane jest jedynie zbior partii wraz z rezultatem
danej rozgrywki
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Funkcja oceny pozycji w DeepChess

|dea: porownywanie dwoch pozycji, brak numerycznej oceny

Wejscie: dwie pozycje

Sie¢ neuronowa uczy sie okreslac, ktora pozycja jest lepsza

WYybor par pozycji w procesie uczenia:
Jedna pozycja wybierana jest losowo z partii, w ktorej biate wygraty
Druga wybierana jest z partii, w ktorej zwyciezyly czarne
Zatozenie: w zdecydowanej wiekszosci przypadkow pozycje, w
ktorych biate wygraty sa lepsze (z punktu widzenia biatych) od tych, w
ktorych biate przegraty

Powyzsze podejscie pozwala stworzyc duzy zbior treningowy:
np. majac |08 pozycji, w ktorych biate wygraty il 06 pozycji, w ktérych
biate przegraly mozemy stworzyc 2 x 10'2 par uczacych (x2, bo kazda
para pozycji moze byc uzyta dwa razy: wygrana — przegrana,
przegrana — wygrana)



Dane treningowe

Zrodto: CCRL (www.computerchess.org.uk/ccrl)

640 000 partii (221 695 wygranych przez biate, 164 387 — przez czarne,
reszta to remisy)

Eksperymenty pokazaty, ze partie remisowe nie wnosza nic w proces
nauki

Z kazdej partii wybieranych jest losowo 10 pozycji, przy czym:
Nie bierzemy pozycji z pierwszych pigciu ruchow
Ruch wykonany z wybranej pozycji nie jest biciem (bicia sa mylace,
poniewaz skutkuja chwilowa ,,przewaga”)

Ostatecznie zbior treningowy zawiera 3 860 820 pozycji (2 216 950, w
ktorych biate wygraty i | 643 870 wygranych przez czarne)



Trening i struktura sieci

Faza |:trening autoenkodera

Autoenkoder dziafa jak nieliniowy ekstraktor cech wysokiego
poziomu

Faza 2: nauka poréwnywania pozycji

Tworzymy dwie kopie autoenkodera (odpowiadajace dwum
pozycjom)

Na ich wyjsciu dodajemy w petni pofaczona kilkuwarstwowza siec

-

Dwa neurony na wyjsciu,
funkcja aktywacji — softmax |

Wyijscie wskazuje, ktora z /
pozycji pochodzi jest lepsza AN

-6 -4 -2 0 2 4 6

Okazuje sig, ze dwuwartosciowe wyjscie daje lepsze rezultaty niz
jednowartosciowe wyjscie binarne



Trening i struktura sieci
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Wejscie sieci
773-bitowe wejscie

Na kazdym z 64 pol moze stac jedna z 6 figur koloru biatego lub
czarnego (64 x 6 x 2 = 768)

Czyj ruch (I bit)
Prawo do roszady (4 bity)
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Trening autoenkodera

Kazde dwie sasiadujace warstwy traktowane sa 100
jako autoenkoder tEies

, , 200
Kolejno trenujemy autoenkodery z coraz
nizszych warstw (773-600-773, 600-400-600, itd.) 400

. , , EEXEEIIEEITLT
Dopoki w petni zostanie nauczona dana warstwa ‘ 600
nie przechodzimy do kolejne; tittttetetateeeees

73

Zbior treningowy: milion pozycji wygranych
przez biate i milion wygranych przez czarne

Funkcja aktywacji ReLU: f(x) = max(0, x)
200 iterac;i



Trening DeepChess

Trening nadzorowany, podczas ktorego modyfikowana jest cata siec,
rowniez autoenkoder

1000 iteracji
W kazdej iteracji generowanych jest losowo milion par

Jedna pozycja wybierana jest losowo ze zbioru 2 |16 950
pozycji wygranych przez biate

Jedna pozycja wybierana jest losowo ze zbioru | 543 870
pozycji wygranych przez czarne

Kazda para pozycji jest nastepnie ustawiana losowo jako
wygrana-przegrana lub przegrana-wygrana

|00k pozycji kazdego typu jest przeznaczonych na walidacje
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Trening DeepChess

Zbioér potencjalnych par treningowych ma licznosé 6.5 x 10'2, wiec
pary wejsciowe praktycznie sie nie powtarzaja (i tym samym nie
nastapi przeuczenie)

Funkcja aktywacji ReLU: f(x) = max(0, x)

Wspotczynnik nauki wynosi 0.01 na starcie i wymnazany jest przez
0.99 w kazdej iterac;i

Btad na zbiorze treningowym i walidacyjnym wyniost odpowiednio
|.8% oraz 2.0%
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Redukcja rozmiaru sieci

Sie¢ w zaprezentowanej postaci
. .« . .o +t4
dziata znaczaco wolniej niz 166
standardowe funkcje ewaluacyjne it
Nalezy stworzy¢ mniejsza siec, ktora ra
’ . 7 V4 _%- 100
w dobry sposob bedzie nasladowac FEEEE Fi1t
. . 7 100 100
oryginalng siec ALK, FEEFE
. . s —286-1p0 2006~ 100
Na poczatku trenowana jest siec ETEIEIL
=466— 100 ~486- 100
77,3 IOO IOO IOO w Celu ttettetitettest L1 e s i o R
nasladowania autoenkodera z AR
. I . e . 0 o o o o o ol tettrtteettitteset
oryginalnej sieci 73 —
Nastepnie dodawane s3 3 warstwy:
100-100-2 i trenowana jest cata siec Method Accuracy
Uncompressed 08.0%
Compressed 97.1%
Small {95.4% )
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/modyfikowane alfa-beta

6 MAX

3 (e{ 5
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Wartosci alfa i beta s3 zastgpowane pozycjami alfa, i beta,

Przypadek, gdy my mamy zagra¢ w wezle: jesli nowa pozycja jest lepsza
niz alfa, . wowczas staje sig ona alfa

Przypadek, gdy przeciwnik ma zagrac w wezle: jesli nowa pozycja jest
gorsza niz beta,,  wowczas staje sig ona beta,

Jesli alfa jest lepsza w danym wezle niz beta,,, wowczas przerwij
dalsze przeszukiwania z tego wezfa
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Haszowanie pozycji

Wiele pozycji powtarza sie w roznych czesciach drzewa gry

W celu unikniecia zbednych obliczen zastosowana zostata tablica
haszujaca przechowujaca pozycje i odpowiadajace im wartosci
wyeksrahowanych cech

Dla kazdej nowej pozycji najpierw sprawdzana jest tablica
haszujaca.

Jesli okaze sie, ze odpowiedni hasz juz istnieje, wowczas
wykorzystywane s3 wczesniej policzone wartosci
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Czy program uczy sie regut gry?

Without any a priori knowledge, in particular without any
knowledge regarding the rules of chess

We employ deep neural networks to learn an evaluation function from
scratch, without incorporating the rules of the game and using
no manually extracted features at all

We do not provide our evaluation function with any features,
including any knowledge about the rules of chess

This is remarkable, considering that no a priori knowledge of chess,
including the very rules of the games are provided

without any chess knowledge whatsoever (not even basic knowledge
as the rules of chess)
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Czy program uczy sie regut gry?

Moim zdaniem te wszystkie zdania, ktére Pan przytoczyt odnoszq sie
wylqcznie do funkcji ewaluacyjnej, czyli w tym przypadku do tej sieci
neuronowej, a nie do catego programu. Rzeczywiscie autorzy trenujq siec
neuronowq bez zadnych dodatkowych informacji o zasadach gry, wytqcznie
na podstawie porownywania dwoch réznych pozydji.

Logika gry byta zaimplementowana juz w alogorytmie alpha-beta, ktory po
prostu wykorzystywat DeepChees jako funkcje ewaluacyjng, ale réwnie
dobrze mogtaby by¢ to funkcja FALCON czy CRAFTY, z ktorymi wiasnie
porownywany jest DeepChees.
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Statyczne rozumienie pozycji

Program dobrze porownuje pozycje pod wzgledem materiatu
(zarowno proste przypadki, gdy po jednej stronie brakuje jakiejs
bierki, jak i bardziej wyszukane np. wieza vs skoczek i goniec)

DeepChess nauczyt si¢ dobrze rozpoznawac rowniez bardziej
subtelne aspekty pozycji jak np. bezpieczenstwo krola, para
goncow, mobilnosc¢ bierek, zaawansowanie pionkow, prawo do
roszady, itp.

Preferuje dynamiczne pozycje z mozliwosciami ataku nawet
kosztem materiatu

W wielu przypadkach wybiera pozycji z pionkiem lub dwoma
mniej, ale z przewaga pozycyjna (charakterystyczna cecha silnych
graczy ludzkich)

Na podobienstwo do zachowania mocnych szachistow ma wptyw
niewatpliwie nieliniowosc ewaluatora DeepChess
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Statyczne rozumienie pozycji

Tal - Larsen Aronian - Leko
Move: Ndb5 Move: Reb

Alekhine -Golombek Seirawan - Kozul
Move: db Move: ¢b
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Wyniki
Match Result RD

DeepChess 30min - CRAFTY | 59.0 - 41.0 | +63.2
DeepChess 30min - FALcoN | 51.5 - 48.5 | +10.4
DeepChess 120min - FALCON | 63.5 - 36.5 | +96.2

Falcon
Poziom arcymistrzowski

Funkcja oceny pozycji rozwijana prawie |0 lat zawiera ponad
|00 parametrow

Crafty
Ranking ELO: 3033 (10.05.2017)

Standardowy program uzywany jako referencja, rozwijany od 30
lat

DeepChess dziata 4 razy wolniej niz funkcja ewaluacyjna w Falcon

DeepChess jest istotnie lepszy niz funkcja ewaluacyjna w Falcon
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WhniosKki

Gdzie szukac dalszych mozliwosci poprawy sity gry programu?

Poprzez przyspieszenie dziatania sieci neuronowej DeepChess
bez pogarszania jej wynikow

Czym DeepChess rozni sie od gracza ludzkiego!?
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WhniosKki

Gdzie szukac dalszych mozliwosci poprawy sity gry programu?

Poprzez przyspieszenie dziatania sieci neuronowej DeepChess
bez pogarszania jej wynikow

Czym DeepChess rozni sie od gracza ludzkiego!?

SELEKTYWNOSC
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