Siecl rekurencyjne.

Analiza tekstu.
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Sieci rekurencyjne

Klasyczny model jezykowy
Modele jezykowe za pomocg RNN
Klasyfikacja tekstu 1 atencja



Rekurencyjne sieci neuronowe. Wprowadzenie.

Szczegolny typ sieci neuronowych, przeznaczony do analizy sekwencji
roznych wartosci xq , ..., X

W szczegolnosci te sekwencje to:
« Liczby
* Predykcja szeregdw czasowych
« Wyrazy i litery
« Klasyfikacja tekstu
« Generowanie tekstu
* Tlumaczenia jezyka naturalnego
* Znakowanie cz¢Sci mowy



RNN. Budowa i rozwijanie (,,unroll) sieci.
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X; — zmienna wejsciowa w czasie t, np. w postaci wektora one-hot

S,- ukryty stan (hidden state) w czasie t, ktory liczony jest : s = /(U + W),

— wynik modelu w czasie t, rozumiany jako rozktad prawdopodobienstwa
na zbiorze



Czemu sieci rekurencyjne sg skuteczne w zadaniach
sekwencyjnych?

Dzielenie parametrow!

* Mozliwe jest analizowanie kontekstu zdania

Przyktad:
Pojechatem do Francji. Bylem w Paryzu i1 Nicei. Mowitem po francusku.

* Pozwala na stosowanie modelu do sekwencji o innej dtugosci niz widziana
podczas treningu
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Modele jezykowe (1)
Cel: Obliczenie rozktadu prawdopodobienstwa danej sekwencji wyrazow

Obliczenie prawdopodobienstwa wystgpienia kolejnego stowa P(w|w;, W,)
P(X1,X9,X3,--,X,,) = P(X)P(X5 | X1)P(X3 | X1, %5) ... P(X,, | Xq,0, %, 1)

P(Ala ma kota kot ma Ale¢) = P(Ala)*P(mal|Ala)*P(kota|Ala ma)*P(kot|Ala ma kota)
*P(malAla ma kota kot)*P(Alg¢|Ala ma kota kot ma)

Count(Ala ma kota kot ma)

P(malAla ma kota kot) = Count(Ala ma kota kot)

Standardowe metody uzywaja bi, tri-gramow

c(w,_.w,)

-1

P(majAla ma kota kot) =  Count(kot ma) Piw, lw,_)=
=P(malkot) = Count(kot) (W)




Modele jezykowe (2)

* N-gramy nie biorg pod uwage podobienstwa kontekstow
* Liczba analizowanych stow (N) w praktyce jest ograniczona

Perplexity v
T
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Recurrent neural network based language model

Tomds§ Mikolov'2, Martin Karafidt', Lukds Burget', Jan “Honza” Cernocky', Sanjeev Khudanpur®

!Speech@FIT, Brno University of Technology, Czech Republic
2 Department of Electrical and Computer Engineering, Johns Hopkins University, USA

{j_rf.j_ko_l_ov, karafiat, burget, cernc :ky}@fit .vutbr.cz, khudanpur@jhu.edu

Motywacja:

« Bengio et al. (2003) zbudowali model jezykowy oparty o prostg sie¢

neuronowg
* Oznacza to, ze badany kontekst musi miec¢ statg dlugos¢ (w praktyce od 5 do

10 wyrazow)



Specyfikacja modelu

x(t) = wit) + s(t — 1)

S.f{f;' =f (Z :re(t)u:.-i)
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where f(z) is sigmoid activation function:
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and g(z) is softmax function:
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U - macierz wag pomiedzy wejsciem a warstwa

ukryta

V — macierz wag pomi¢dzy warstwa ukryta a

wyjsciem

W — macierz wag przechodzaca przez warstwy

ukryte




Trenowanie modelu i wyniki

* Trenowanie odbywa si¢ za pomocg Stochastycznego Spadku
Gradientu (SGD)

* Do aktualizacji wag U, V, W uzywany jest algorytm propagacji
wstecznej (backpropagation)

| Model ” # words | PPL | WER | Table 2: Comparison of various configurations of RNN LMs
KNS LM 0K 316 6.4 and combinations with backoff models while using 6.4M words
KNSLM +RNNoo2 || 200K | 271 | 154 i runing data (WoJ DY),
KEN3 LM I M 287 15.1 FPL WER
KNS5 LM + RNN 902 IM 225 | 140 Model RNN | RNN+KN || RNN | RNN+KN
KEN3 LM t.4M 221 135 KNS5 - baseline - 221 - 13.5
KEN3 LM + BMNN 250/5 t.4M 156 11.7 | RNN 60/20 229 186 13.2 12.6
| RNN 90/10 202 173 12.8 12.2
RNN 250/5 173 155 12.3 11.7
| RNN 250/2 176 156 12.0 11.9
| RNN 400/10 171 152 12.5 12.1
3xRNN static 151 143 11.6 11.3
| 3xRNN dynamic 128 121 11.3 11.1




Wygenerowany tekst

THANKS FOR COMING IN NEXT IN & CCUPLE OF MINUTES

WHEM WE TAEKE A LOOK AT CUR ACCCMPANYING STORY IMAGE
GUIDE WEY ARE ANY OF THOSE DETAILS BEING HEARD IN LONDON
BUT DEFENSE ATTORNEYS SAY THEY THCOUGHT THE CONTACT WAS
NCT AIMED DAMAGING AT ANY SUSPECTS

THE UNITED NATIONS SECURITY COUNCIL IS NAMED TO WITHIN
TWC MOST OF IRAQI ELECTION CFFICIALS

IT IS THE MINIMUOM TIME A TCOTAL CF ONE DETERMINED TO
APPLY LIMITS TO THE FOREIGN MINISTERS WHO HAD MORE POWER
AND NOW THAN ANY MAN WOULD NAME A CABINET ORAL

FIND COT HOW IMPORTANT HIS DIFFERENT RECOMMENDATION IS
TG MAKE WHAT THIS WHITE HOUSE WILL WILL TO BE ADDRESSED
ELATNE MATHEWS IS A POLITICAL CCRRESPONDENT EOR THE

CR STUDENT'S IS FROM TEETH PRCSECUTORS DO FILLED WITH
HER SCME BACHECGROUND CON WHAT WAS GOTING ON HERE

ATUMINUM CANS OF PEACE

FIPER SWEAT COLONEL SAYING HAVE ALREADY MADE LAW THAT
WCOULD PREVENT THE BACTERIA

DOWN FOR THE MOST OF IT IN NINETEEN SEVENTY EIGHT WHICH
WasS ONE OF A NUMBER COF ISSUES IMNCLUDING CIVIL SUIT BY
THIS TIME MNEXT YEAR

CR¥STAL

FIRMLY AS A HERDO OF MINE A PREVIEW THAT

THCMAS SEVENTY BODIES AND ASKING QUESTIONS MAYBE
ATTCENEY'S QOFFICE THEATERS CUT ACROSS THE ELEVENTH AND
SUPPORT THEM WITH ELLEN WISEST PULLING DATA GATHERING IN
RESPONSE TO AN UNMITIGATED DISPCSITICHN COMNTRACTORE AND




Hierarchical Attention Networks for Document Classification

Zichao Yang', Diyi Yang!, Chris Dyer', Xiaodong He?, Alex Smola', Eduard Hovy'
Carnegie Mellon University, “Microsoft Research, Redmond
{zichaoy, diyiy, cdyer, hovy}Qcs.cmu.edu
xiaohe@microsoft.com alex@smola.org

Motywacja:

* Modele klasyfikujace tekst opierajg si¢ na zmiennych zbudowanych za
pomocg metody TF-IDF

* Dotychczasowe modele klasyfikacji tekstu za pomocg siecit neuronowych
osiggaty zadowalajace a nawet bardzo dobre wyniki

» Hierarchiczna Sie¢ Atencji (Hierarchical Attention Network) dzieki wigczeniu
struktury dokumentu do modelu pozwala zbudowac lepszg reprezentacje

* Nie wszystkie fragmenty dokumentu sg tak samo istotne

« Atencja!



Logika modelu (1)

Hierarchiczna struktura modelu wyrazona za pomocg rozbicia na poszczegolne
komponenty.

Jakie, zwierze, ma, Ala, ? Ala, ma, kota, kot, ma Ale, .
Reprezentacja ‘ ‘
zdan

Jakie zwierze ma Ala? Ala ma kota kot ma Ale.

\ ¢

Reprezentacja Jakie zwierze ma Ala?
dokumentow Ala ma kota kot ma Alg.



Logika modelu (2)

Stowa w dokumencie maja rozny poziom informatywnosci, ktory czesto zalezy od
kontekstu.

Tit =Wewit,t € [laT]a
-’—i)it =GR6(Iit),t (S [1, T],
—
hi =GRU(zi),t € [T, 1].

sentence
attention

Uit = t,a.nh(thit + bw)
sertece oy = (Ui t)
Zt cxp(u;; Uw)

8; = E aithit.
:

word
attention

! i word
| R | encoder
1




Wyniki modelu

Methods Yelp’13 Yelp'l4 Yelp’'lS IMDB Yahoo Answer Amazon
Zhang et al., 2015 BoW - - 58.0 - 68.9 54.4
BoW TFIDF - - 59.9 - 71.0 55.3
ngrams - - 56.3 - 68.5 543
ngrams TFIDF - - 54.8 - 68.5 524
Bag-of-means - - 525 - 60.5 44.1
Tang et al., 2015  Majority 35.6 36.1 36.9 17.9 - -
SVM + Unigrams 589 60.0 61.1 39.9 - -
SVM + Bigrams 57.6 61.6 62.4 409 - -
SVM + TextFeatures  59.8 61.8 62.4 40.5 - -
SVM + AverageSG 543 55.7 56.8 31.9 - -
SVM + SSWE 535 543 554 26.2 - -
Zhang et al., 2015 LSTM - - 58.2 - 70.8 59.4
CNN-char - - 62.0 - 71.2 59.6
CNN-word - - 60.5 - 71.2 57.6
Tang et al., 2015 Paragraph Vector 577 59.2 60.5 34.1 - -
CNN-word 59.7 61.0 61.5 37.6 - -
Conv-GRNN 63.7 65.5 66.0 425 - -
LSTM-GRNN 65.1 67.1 67.6 453 - -
This paper HN-AVE 67.0 69.3 69.9 47.8 75.2 62.9
HN-MAX 66.9 69.3 70.1 482 75.2 62.9
HN-ATT 68.2 70.5 71.0 494 75.8 63.6

Table 2: Document Classification, in percentage



Atencja

(o) o (©
GT: 4 Prediction: 4
15t pork belly = delicious .
Lol scallops ?
i do n't .
0.5 even .
o0 like .

‘0.0 03 06 09 0.0 03

06 09 00 03 06 09 .
L6 id) L6 (e) (f scallops , and these were a-m-a-z-i-n-g .
12 fun and tasty cocktails
- 2 osl next time i 'm in phoenix , i will go
0.8} 0.8} o back here
' hi recommend .
0.4 0.4}, e ghly
0.0 0.0 0.0

‘Do 03 pE 09 00 03 06 09 00 ©03 06 09

Figure 3: Attention weight distribution of good. (a) — aggre- GT: O Prediction: 0
gate distribution on the test split; (b)-(f) stratified for reviews terrible value .
with ratings 1-5 respectively. We can see that the weight distri- ordered pasta entree .

bution shifts to higher end as the rating goes higher. -
$ 1695 good taste but size was an

appetizer size

no salad , no bread no vegetable .

Atencja ma zastosowanie rOwniez w g
przetwarzaniu obrazu i generowaniu our and tasty cocktails .
< 7 our second visit .
OpISOW. i will not go back .

,,Show, Attend and Tell: Neural Image
Caption Generation with Visual Attention
(Xu et al., 2016)

»



» Hierarchical Attention Networks for Document Classification Yang et al.
http://www.cs.cmu.edu/~./hovy/papers/16HLT-hierarchical-attention-networks.pdf

* Recurrent neural network based language model, Mikolov et al.
http://www.fit.vutbr.cz/research/groups/speech/publi/2010/mikolov_interspeech2010 15100722,
pdf

» Speech and language processing, Daniel Jurfasky i James Martin
Language modeling with N-grams
https://web.stanford.edu/~jurafsky/slp3/4.pdf



