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Czym jest wyjaśnialność?

Wyjaśnialność AI polega na:
• dostarczeniu użytkownikowi informacji potrzebnych do zrozumienia, dlaczego system 

autonomiczny zachowuje się w określony sposób w określonych okolicznościach
• dostępie do rzetelnych informacji o działaniu modelu AI

responsible AI, AI ethics, transparent, interpretable, explainable

AI act (Unia Europejska)
OECD AI Principles (Organizacja Współpracy Gospodarczej i Rozwoju)
UNESCO AI Ethics (Organizacja Narodów Zjednoczonych)
Blueprint for an AI Bill of Rights (US government)

MIT, Alan Turing Institute, AI Now, AAAI, ACM, IEEE i wiele więcej



Czym jest wyjaśnialność?
Różne “stopnie wyjaśnialności” w zależności od:
• domeny
• ryzyka
• interesariuszy

Różne “poziomy wyjaśnialności”:
• proces decyzyjny - przyczyny, które doprowadziły do wydania określonej decyzji,
• dane - jakie dane zostały wykorzystane, w jaki sposób, czy nie powodują biasu, czy są rzetelne,
• model - jak działa zastosowany model,
• odpowiedzialność - kto odpowiada za system, ponosi konsekwencje jego działań,
• bezpieczeństwo - dowód na niezawodność, dokładność, odporność AI,
• wpływ - wpływ na jednostkę, grupy, procesy społeczne,
• wynik - uzasadnienie dlaczego wynik jest obiektywny, sprawiedliwy.
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Wybór cech wejściowych

Robertson, Jake, and Ting Hu. "An evolutionary approach to interpretable learning.” Proceedings of the 
Genetic and Evolutionary Computation Conference Companion. 2021.

Przykład: wektor 0-1, gdzie każdy element odpowiada jednej cesze wejściowej 
i informuje czy powinna ona zostać włączona do uczenia
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Objaśnienia oparte na przykładach

• Counterfactual explanations – mówią, jak i jaka instancja musi się zmienić, 
aby model znacząco zmienił swoją predykcję. 
• Adversarial examples – przykłady używane do oszukiwania modeli uczenia

maszynowego. W ich przypadku nacisk kładziony jest na odwrócenie
przewidywań modelu, a nie na ich wyjaśnienie.
• Prototypes – prototypy są wyborem reprezentatywnych instancji z danych.
• Influential instances – wpływowe instancje to instancje danych treningowych, 

które miały największy wpływ na parametry modelu lub na same predykcje. 
• k-nearest neighbors – wybór z danych treningowych k najbardziej podobnych

przykładów.





Counterfactual explanations
Kilka celów:
• zmiana predykcji w określony sposób – minimalizacja odległości predykcji

od tej oczekiwanej
• minimalizacja odległości od modyfikowanej instancji danych wejściowych
• minimalizacja podobieństwa do innych danych wejściowych

Algorytmy ewolucyjne dobrze sprawdzają się w optymalizcji
wielokryterialnej, np. NSGA-II.

Dandl, Susanne, et al. "Multi-objective counterfactual explanations." International Conference 
on Parallel Problem Solving from Nature. Cham: Springer International Publishing, 2020.
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LIME

Ribeiro, Marco Tulio, Sameer Singh, and Carlos Guestrin. "Why should I trust you? Explaining the predictions of any 
classifier." Proceedings of the 22nd ACM SIGKDD international conference on knowledge discovery and data mining. 2016.
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LIME superpixels

Wang, Bin, et al. "A multi-objective genetic algorithm to evolving local interpretable model-agnostic explanations 
for deep neural networks in image classification." IEEE Transactions on Evolutionary Computation (2022).



Integrated gradients



AttaXAI [5]



AttaXAI [5]



Modele zastępcze

Algorytm ewolucyjny tworzy model zastępczy, 
który jest łatwo wyjaśnialny, np. drzewa 
decyzyjne.

Funkcja przystosowania: maksymalizacja 
zgodności predykcji wyjaśnialnego modelu i 
tworzonego modelu.

Czasami optymalizacja wielokryterialnia: 
dodatkowa minimalizacja złożoności modelu.

Evans, Benjamin P., Bing Xue, and Mengjie Zhang. "What's inside the black-box? A genetic programming method for 
interpreting complex machine learning models." Proceedings of the genetic and evolutionary computation conference. 2019.



Ferreira, Leonardo Augusto, Frederico Gadelha Guimarães, and Rodrigo Silva. "Applying genetic 
programming to improve interpretability in machine learning models."  IEEE Congress on Evolutionary 
Computation (CEC). IEEE, 2020.



Co z większymi, bardziej współczesnymi modelami?



Co z większymi, bardziej współczesnymi modelami?

Zhao, Haiyan, et al. "Explainability for large language models: A survey." arXiv preprint arXiv:2309.01029 (2023).







Language models can explain neurons in language models
OpenAI

GPT-4 do wyjaśnienia GPT-2
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Language models can explain neurons in language models
OpenAI

https://openaipublic.blob.core.windows.net/neuron-explainer/paper/index.html#sec-algorithm-simulate
https://openaipublic.blob.core.windows.net/neuron-explainer/neuron-viewer/index.html

307,200 neuronów z GPT-2

1,000 neuronów with z 
wynikiem powyżej 0.8

niektóre neurony mogą 
odpowiadać za złożone 
zagadnienia, których nie da 
się określić jednym 
wyrażeniem (lub takie 
wyrażenie w języku 
naturalnym nie istnieje)

https://openaipublic.blob.core.windows.net/neuron-explainer/paper/index.html
https://openaipublic.blob.core.windows.net/neuron-explainer/neuron-viewer/index.html


Large Language Models as Post Hoc Explainers

Kroeger, Nicholas, et al. "Are Large Language Models Post Hoc Explainers?"   arXiv 
preprint arXiv:2310.05797 (2023)
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Large Language Models as Post Hoc Explainers

Kroeger, Nicholas, et al. "Are Large Language Models Post Hoc Explainers?"   arXiv 
preprint arXiv:2310.05797 (2023)

PGU – Prediction Gap on Unimportant     PGI – Prediction GAP on Important

FA – Future Agreement         RA – Rank Agreement



Za i przeciw
Za:
• większe zaufanie
• ograniczenie ryzyka
• usunięcie błędów
• demokratyzacja AI 

Przeciw:
• zdławienie innowacji, ograniczenie tempa rozwoju
• nadawanie ludzkich ograniczeń
• brak matematycznej definicji wyjaśnialności
• ludzie też często nie potrafią wyjaśnić swojego procesu decyzyjnego
• interpretowalność może ułatwić manipulowanie modelami
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